
)پژوهش‌وسازند‌گی(29

شماره 103، پژوهش‌های آبخیزد‌اری، تابستان 1393

 

Email: mahdymortazavi@yahoo.com

تاريخ د‌‌ريافت: آبان ماه 1384    تاريخ پذيرش: بهمن ماه 1384

bb bb

• حسین پیری صحراگرد
استادیار گروه مرتع و آبخیزداری دانشگاه زابل
• محمدعلی زارع چاهوکی
دانشیار دانشکده منابع طبیعی دانشکاه تهران )نویسند‌ه مسئول(
• مهدیه ابراهیمی 
استادیار گروه مرتع و آبخیزداری دانشگاه زابل 
 تاریخ د‌ریافت: آبان ماه 93  تاریخ پذیرش: اسفند ماه 93
Email: mazare@ut.ac.ir

تهیه نقشه پیش‌بینی پراکنش مکانی رویشگاه گونه‌های 
گیاهی با استفاده از شبکه‌های عصبی مصنوعی در 

مراتع استان قم

چکیده
این تحقیق با هدف ارزیابی قابلیت مدل شــبکه عصبی مصنوعی  در تهیه نقشــه پیش‌بینی پراکنش رویشگاه گونه‌های گیاهی 
و شــناخت نقاط قوت و ضعف این روش انجام شــد. بدین‌منظور بعد از تعیین واحدهای همگن با استفاده از مدل رقومی ارتفاع و 
نقشه زمین‌شناسی با مقیاس 1:25000، نمونه‌برداری از پوشــش گياهي و عوامل محیطی انجام گرفت و نقشه مربوط به متغیرهای 
محیطی با استفاده از سیســتم اطلاعات جغرافیایی  و زمین آمار  تهیه شد. متغیرهای ورودی به شبکه بر اساس نتایج رگرسیون 
لوجستیک انتخاب شد. براي تهیه مدل‌ شبکه عصبي مصنوعی بعد از نرمال‌‌سازی داده‌ها و تقسیم تصادفی داده‌ها به سه مجموعه 
آموزش، آزمون و اعتبارسنجی، بهترين ساختار شبکه عصبي با اســتفاده از میانگین مربعات خطا  تعیین شد. بعد از شبیه‌سازی 
 Arc احتمال حضور و عدم‌حضور گونه‌ها با شــبکه بهینه، نقشه پیوسته احتمال حضور و عدم حضور گونه‌ها با استفاده از نرم‌افزار
GIS در هر رویشــگاه تهیه شد و آستانه بهینه حضور تعیین شد. در مرحله بعد، میزان تطابق نقشه‌های به‌دست آمده با نقشه‌های 
 Pteropyrum olivieri-Stipa واقعی از طریق محاســبه ضریب کاپا بررسی شد. نتایج نشان داد که نقشه‌ پیش‌بینی رویشگاه‌
 Amygdalus scoparia،Artemisia aucheri–Astragalus دارای تطابق عالی و نقشــه پیش‌بینی رویشگاه‌های barbata
glaucacanthus، Scariola orientalis- Stipa barbata دارای تطابق خیلی‌خوب با نقشــه‌های واقعیت زمینی هستند. این 
نتایج گویای آن است که اســتفاده از پیش پردازش رگرسیون لوجستیک باعث ساده‌تر‌شــدن معماری شبکه و افزایش سرعت 
یادگیری شــبكه شده و دقّت نتایج حاصل از شبیه‌سازی را افزایش داده است. بنابراین در صورت انجام پیش‌پردازش مناسب روی 
داده‌ها و انتخاب متغیرهای ورودی مناسب، روش شبکه‌های عصبی مصنوعی می‌تواند رویکرد مناسبی برای برآورد حدود پراکنش 

رویشگاه گونه‌های گیاهی و در نتیجه انتخاب گونه‌های مناسب برای انجام فعالیت‌های اصلاحی در مراتع باشد.

کلمات كليدي: نقشه پیش‌بینی، زمین‌آمار، سیستم اطلاعات جغرافیایی، شبکه عصبی مصنوعی، مراتع قم.
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نقشه پیش‌بینی پراکنش مکانی رویشگاه   ...

Watershed Management Research (Pajouhesh & Sazandegi) No 109 pp: 29-39

Predictive Spatial Distribution Maps of Plant Species Habitats in the Khalejestan Rangelands of Qom province
By: H. Piri Sahragard: Assistant Professor, Zabol University. M.A. Zare Chahooki: Associate Professor, Faculty of 
Natural Resources, University of Tehran. (Corresponding Author). M. Ebrahimi: Assistant Professor, Zabol University.

This study was carried out in order to evaluate the ability of artificial neural network in the preparation of predictive 
distribution map of plant species habitat and recognizing the strengths and weaknesses of this method. For this 
purpose, vegetation and soil sampling was conducted after determination of the homogenous unit using digital 
elevation model and geological map with a scale of 1: 25,000. Then environmental variable maps were obtained 
using GIS and Geostatistic. Input variables were selected based on the results of logistic regression. In order to 
develop of the artificial neural network model the best structure of the neural network was determined using Mean 
Square Error (MSE) after data normalizing and randomly data portioning into train, test and validation sets. Then 
simulation of presence / absences probability species was done with optimal network and continuous probability 
maps of presence or absence species in each habitats were prepared using Arc GIS software and presence optimal 
threshold was determined. Then compliance of the predictive and actual maps was assessed through the calculation 
of the kappa coefficient. The results showed which prediction maps of Pteropyrum olivieri-Stipa barbata habitat has 
excellent correspondence with actual vegetation map (kappa= 90%) and Amygdalus scoparia, Artemisia aucheri-
Astragalus glaucacanthus, Scariola orientalis- Stipa barbata habitats have very good correspondence with the ground 
truth maps. These results indicate that the use of logistic regression preprocessing simplify the network architecture 
and has increased learning speed and accuracy of the simulation results. Therefore in case of performing appropriate 
preprocessing of the data and selection of the appropriate input variables, neural networks can be an appropriate 
approach to estimation of the distribution of plant species habitats and selection of suitable species for rehabilitation 
activities in the rangelands
 

Keywords: Predictive map, Geostatistic, Geographic information systems, Artificial Neural Networks, Rangelands 
of Qom province

مقدمه
مدل‌های پيش‌بيني پراکنش گونه‌ها ابزاری هســتند که از طريق 
بازيابي شــرايط محيطي در محيط‌هايي که يــک گونه حضور دارد يا 
ندارد، توليد مي‌شــوند. هدف از انجام اين مدل‌‌ســازي‌ها، شناســايي 
روابط پيچيده غير‌خطــي در يک فضاي زيســت‌محيطي چند‌بعدي 
است. در صورتی‌که مدل‌های پيش‌بيني توليد‌شده با دقّت زياد همراه 
باشند مي‌توانند به مدیران منابع طبیعی در مدیریت بهینه این منابع 
 ,.2005 ,Guisan et al ,.2005 ,Muñoz et al( کمــک نماینــد
Zare Chahouki et al, 2013(. ثابت شــده اســت که مدل‌های 
پراکنــش گونه‌ها به‌دليــل توليد اطلاعات مربوط بــه دامنه پراکنش 
جغرافيايي، نیازهای بوم‌شــناختی گونه‌ها و تعیین تناســب رویشگاه 
 ,.2007 ,Pearson( برای گونه‌های گیاهی بســيار با ارزش هســتند
 .)2014  ,Piri Sahragard  ,.2012  ,Zare Chahouki et al
اخیراً اين مدل‌ها جزء مهمي از برنامه‌هاي حفاظت و اصلاح مراتع شده 

و بــه موازات مدل‌های رایج قبلی، انــواع مختلفی از روش‌های جدید 
 Guisan &( مدل‌ســازی به اين منظور ابداع شده و توسعه يافته‌اند
Thuiller, 2005(. افزايش کاربرد این مدل‌ها به کاربر‌پســند‌بودن، 
ســهولت تفسیرپذیری، افزايش قابليت دسترسي به داده‌هاي سنجش 
از دور و تکنیک‌های ترکيبي با روش‌های آماري جديد بســتگي دارد                   
 Zare Chahouki et  ,.2000 ,Guisan & Zimmermann(
al, 2014(. الگوريتم‌هاي مدل‌ســازي متعددی به‌منظور طبقه‌بندي 
احتمــال حضور و عدم‌حضــور گونه‌ها به عنوان تابعــي از متغيرهاي 
محيطي بــکار رفته‌اند. دســته‌ای از این رویکردهــا مانند روش‌هاي 
آنتروپي حداکثر و شــبکه‌هاي عصبي مصنوعي رويکردهایی هستند 
که در گروه روش‌هاي يادگيري ماشــيني  قرار می‌گیرند و در جاهايي 
که محاســبات الگوريتمي ناتوان هستند، مورد استفاده قرار مي‌گيرند. 
به‌دليــل اينکه ايــن روش‌ها هيچ فرضي راجع بــه پراکنش داده‌هاي 
اصلي ندارند، به‌عنوان روش‌هاي غير‌پارامتري در نظر گرفته می‌شوند 
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 .)1995 ,Franklin(
ساختار و عملکرد شبکه‌های عصبی مصنوعی که زیر مجموعه‌ای 
از تکنیک‌های هوش مصنوعی هســتند از مغز انســان تقلید می‌کند 
و از تعدادی اجزا با ســاختار ســاده، اما با یــک ارتباط پیچیده که به 
 Strobll( عنوان نرون  یا نود  شــناخته می‌شــوند،  تشکیل شده‌اند
Forte &, 2007(. این شــبکه‌ها مجموعــه‌ای از توابع تخمین‌گر با 
انعطاف‌پذیری بالا را شــامل می-شــود که بر اســاس تشخیص الگو 
قادر به کشف و مدلســازی فرایندهای غير‌خطی می‌باشد. این ویژگی 
باعث شــده اســت که این روش‌ها، ابزاری مناســب برای مدل‌سازی 
 Melesse & ,.1999 ,Lek & Guegan( بوم‌شــناختی باشــد
Hanley, 2005(. با توجه به این نکات، این شبکه‌ها به‌طور گسترده 
برای مدل‌سازی پراکنش گونه‌های گیاهی و پاسخ به سؤالات مرتبط با 
 Hastie( بوم‌شناســی پراکنش گونه‌ها مورد استفاده قرار گرفته است
et al, 2010(. مطالعات نشــان داده است که روش شبکه‌های عصبی 
مصنوعی به دلیل قدرت تعمیم‌پذیری بالا و ساختار‌پذیری موازی برای 
 ,Menhaj( مدلســازی سیستم‌های پیچیده بسیار مناســب هستند

 .)2002
در بسياري از مســائل پيچيدة رياضي كه به حل معادلات بغرنج 
غيرخطي منجر مي‌شــود‌، كي شبكة پرســپترون چند‌لايه مي‌تواند با 
تعريف اوزان و توابع مناسب به فراخور هدف و مسئله مورد نظر مورد 
استفاده قرارگيرد. یادگیری در شبکه پرسپترون چند‌لایه با کمینه‌کردن 
میانگین مربعــات خطای خروجی و با به کارگیری الگوریتم یادگیری 
پس انتشــار خطا با استفاده از روش‌های تکرار عددی صورت می‌گیرد 
)Menhaj ,.1996 ,Warner & Manavendra, 1998(. در این 
نوع الگوریتم خطای خروجی شبکه، برآورد و به عقب )داخل سیستم( 
انتشــار یافته و بر این اســاس وزن‌های انتخاب‌شــده در مدل اصلاح 
می‌گردند تا بهترین وزن‌ها که صحیح‌ترین خروجی را برای سیســتم 
 ,Ghanbari et al( ایجاد می‌کننــد، شناســایی و انتخاب شــوند
2009(. مطالعات متعددی تناسب این روش را در مدلسازی پیش‌بینی 
 Cairns .پراکنش مکانی گونه‌های گیاهی مــورد تأکید قرار داده‌اند
)2001( با مقایسه دقّت نسبی مدل‌های خطي تعميم‌يافته، شبکه‌های 
عصبي مصنوعي و درخت طبقه‌بندي در تهيه نقشــه‌هاي پيش‌بيني 
پوشــش گياهي در پارک ملي مونتانا نتیجه گرفت که بيشترين دقّت 
پيش-بيني با ضريب کاپاي 0/571 مربوط به روش شبکه‌هاي عصبي 
اســت و روش درخت طبقه‌بندي با ضريب کاپــاي 0/351 کمترین 
 Khalasi و  Zare Chahoukiدقّت پيش‌بيني را داشت. همچنین
 ANN و  ENFA ، LR 2013( با استفاده از سه روش( Ahwazi
پراکنــش جغرافیایــی گونــه Zygophyllum eurypterum را 
مدل‌ســازی کردند و نتیجه گرفتند که نقشه‌های تولید‌شده به روش 
رگرسیون لوجستیک و مدل‌های شبکه عصبی مصنوعی تطابق بالایی 
با نقشــه‌های واقعی پوشــش گیاهی در منطقه مــورد مطالعه دارند. 
علاوه بر این مطالعات،  Liu و همکاران )2005( با اســتفاده از روش 
 Fagus sylvatica شــبکه‌های عصبی مصنوعی پراکنش گونه‌های
و maritima Puccinellia را در دو کشــور رومانی و لهســتان با 
استفاده از یک شبکه پیش‌خورچند لایه  با الگوریتم آموزشی انتشار به 

عقب خطا  مدل‌سازی کردند. نتایج این تحقیق نشان داد که این روش 
می‌تواند بهتر از روش‌های سنتی موجود روابط غیر‌خطی پیچیده بین 
پدیده‌ها را مدل‌سازی کند. آنها این روش را در دسته روش‌های خوب 
قرار دادند. Mi  و همکاران )2010( در مطالعه‌ای با مقایســه عملکرد 
روش رگرسیون لوجستیک و شبکه‌های عصبی مصنوعی نشان دادند 
که به‌طور کلی مدل‌های شبکه عصبی مصنوعی در مقایسه با مدلهای 
رگرســیون لوجستیک مدلهای دقیق‌تری هســتند، از این رو مدلهای 

شبکه عصبی مصنوعی از مدلهای رگرسیونی کاربردی‌تر هستند.
 با توجه به پیچیدگی روابط در یک اکوسیســتم طبیعی و وجود 
روابط غیر‌خطــی و برهمكنش‌های پیچیده بیــن اجزای متعدد یک 
اکوسیســتم، شــناخت روش‌هایی که بتوانند بــا موفقیّت بالایی این 
روابط را شناســایی کنند از اهمیّت زیادی برخوردار است. از آنجا که 
یکی از قابلیت‌های ویژه روش شــبکه‌های عصبی مصنوعی شــناخت 
و کشــف این برهمکنش‌های پیچیده و فرایندهای غیر‌خطی اســت، 
ایــن تحقیق با هدف آزمودن قابلیت‌هــای این روش در برآورد حدود 
پراکنش رویشــگاه گونه‌های گیاهی ، امکان تهیه نقشه پیش‌بینی این 

رویشگاه‌ها و شناخت  نقاط قوت و ضعف این روش انجام شد.

مواد و روش‌ها
معرفی منطقه مورد مطالعه

منطقــه مورد مطالعه در قســمت غرب شهرســتان قم در بخش 
خلجستان و در دو طرف جاده ساوه - سلفچگان  حدود جغرافیایی0′′ 
'º50 17 تــا º50 24' 0′′ طــول شــرقي و º34 40' 30′′ و ′′ 30 
' º 43 34 عرض شــمالي قرار گرفته اســت. مســاحت منطقه مورد 
مطالعه 14000 هکتار اســت. شکل )1( موقعیت منطقه مورد مطالعه 
را در اســتان قم نشان می‌دهد. منطقة مورد مطالعه عرصه‌ای دشتی- 
کوهســتانی اســت. مرتفع‌ترین نقطه منطقة مورد مطالعــه ‌با ارتفاع 
1700 متر از ســطح دریا در بالادست منطقة مورد مطالعه و در غرب 
شهرســتان قم واقع شده است. بر اساس طبقه‌بندی اقلیمی دومارتن، 
اقلیم منطقه نیمه‌خشک است )ضریب خشکی 11/59(. تیپ‌های عمده 
 Artemisia aucheri  رویشی منطقه مورد مطالعه شامل تیپ‌های
   – Astragalus glaucacanthus، Scariola orientalis
 Stipa barbata-  ،  Pteropyrum olivieri- Stipa barbata
Amygdalus scoparia ،  هســتند. از گونه‌هــای مهم همراه نیز 
 Gundelia tournefortii، Centaurea می‌توان بــه گونه‌هــای
  Acantholimon spp و   virgata، Acanthophyllum spp

اشاره کرد.

جمع‌آوری اطلاعات عوامل محیطی
بعد از تلفیق نقشه‌های شیب، جهت و ارتفاع و زمین‌شناسی با مقیاس 
1:25000 و تعییــن واحدهای همگن )9 واحد همگن(، نمونه‌برداری 
میدانی از پوشــش گياهي به روش تصادفی- سیســتماتیک از طریق 
پلات‌گذاری در امتداد 4 ترانســکت 150 متری با فواصل 500 متری 
درون تیپ‌های رویشی در واحدهای همگن، انجام شد. برای طبقه‌بندی 

و تفکیک پوشش گیاهی از روش TWINSPAN استفاده شد. 
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برخی از مشخصات رویشــگاه‌های مورد بررسی در جدول شماره )1( 
آورده شــده است. سطح پلات‌ها با توجه به نوع گونه‌های موجود در 4 
رویشــگاه مورد مطالعه، به روش سطح حداقل بين 2 تا 25 مترمربع 
و تعداد آنها با توجه به تغییرات پوشــش گیاهی و با استفاده از روش 
آماري کوکران 60 پلات تعیین شــد. در هر پلات نوع گونه‌ها و درصد 
تاج پوشش ثبت شد. برای اندازه‌گیری خصوصیات خاک نیز در طول 
هر ترانسکت دو پروفیل حفر و از دو عمق 30-0 و80-30 سانتی‌متری 
نمونه خاک برداشــت و مختصات جغرافیایی نمونه‌های برداشت‌شده 
نیز با استفاده از سیستم موقعیت‌یاب جهانی ثبت شد )در هر رویشگاه 
8 نمونه خاک برداشت شــد(. در آزمایشگاه، خصوصيات خاک شامل 
ســنگريزه، بافت، رطوبت اشــباع، رطوبت قابل دسترس، آهک، گچ، 
ماده آلي، اسيديته، هدايت الکتريکي با روش‌های معمول اندازه‌گيري 
شد. در مرحله بعد نقشــه مربوط به متغیرهای محیطی با استفاده از 
سیســتم اطلاعات جغرافیایی  و زمین‌آمار  با وضوح مکانی یکســان 
)اندازه پیکسل 30*30 متر( تهیه و در محیط GIS ذخیره شد. برای 
تهیه نقشــه مربوط به متغیرهای ارتفاع، شیب و جهت از مدل رقومی 
 9.3 Arc GIS ارتفاع و برای تهیه نقشه خصوصیات خاک از نرم افزار

و GS+ نسخه 5/1 استفاده شد.
						    

پیش‌پردازش داده‌ها، اجرای مدل و انتخاب مدل بهینه 
در اين مطالعه براي تدوين مدل‌ شبکه عصبي مصنوعی و ‌انجام محاسبات 
از نرم‌افزار R2008a MATLAB استفاده شد. به‌منظور افزایش دقّت، 

سرعت و فرایندهای شبکه عصبی از روش نرمال‌سازي داده‌ها بین صفر 
 Mahmoudabadi & Seyed ,.1996 ,Sharma( و یک استفاده شد
Hosseini, 2012(. بعــد از نرمال‌ســازی، به‌منظور آموزش شــبکه، 
داده‌های در دسترس به‌طور تصادفی و به نسبت 60،20 و20 درصد به 
سه مجموعه آموزش، آزمون و اعتبارسنجی تقسیم شدند. برای تعیین 
معماری شبکه نیز به دلیل اینکه استفاده از اطلاعات يا متغير ورودی 
 ,Faghih(بيــش از حد بهينه، موجــب کاهش دقّت مدل می‌شــود
2010(؛ از این‌رو ترکيب مناســب متغيرهاي ورودي براي هرکدام از 
رويشگاه‌ها بر اساس نتايج مربوط به رگرسيون لوجستیک تعيين شد. 
شــبکه بهینه با استفاده از آماره میانگین مربعات خطا و ضریب تبیین 
تعیین شــد و شبیه‌سازی با شــبکه بهینه انتخاب‌شده، انجام گرفت. 
روش آموزش شبکه، پس‌انتشار خطا و الگوریتم آموزش مورد استفاده، 

الگوريتم لونبرگ مارکوارت بود. 

تهیه نقشــه پیش‌بینی و ارزیابی میزان تطابق  نقشــه‌های 
پیش‌بینی و واقعی در هر رویشگاه

بعد از انجام شبیه‌ســازی احتمال حضور و عدم‌حضور با شبکه بهینه و 
اعتبارسنجی نتایج به‌دست آمده، با استفاده از مقادیر شبیه‌سازی‌شده 
توســط شــبکه و مقادیر حاصل از نمونه‌برداری، با استفاده از نرم‌افزار 
Arc GIS نقشــه پیوســته احتمال حضــور و عدم‌حضورگونه‌ها در 
هر رویشــگاه تهیه شد. در مرحله بعد آســتانه بهینه حضور به روش 
 ,.1999 ,Cantor et al( حساســیّت و اختصاصیّت برابر تعیین شد

شکل 1- موقعیت جغرافیایی منطقه مورد مطالعه در کشور و استان قم و موقعیت نقاط نمونه‌برداری در رویشگاههای مورد مطالعه

نقشه پیش‌بینی پراکنش مکانی رویشگاه   ...



)پژوهش‌وسازند‌گی(33

شماره 109، پژوهش‌های آبخیزد‌اری، زمستان 1394

جدول1- برخی از ویژگی‌های تیپ‌های گیاهی مورد مطالعه در مراتع استان قم

تاج پوشش نشانه روی نقشهعنوان تیپ گیاهیردیف
ارتفاع از سطح شیب )درصد()درصد(

بارندگی )میلی اقلیم )دو مارتن(دریا ) متر(
متر(

1Amygdalus scopariaAm.sc35-40601500-1700500-250نیمه‌خشک

2
 Artemisia aucheri –

Astragalus glaucacanthusAr.au-As.gl40-5040-601400-1600500-250نیمه‌خشک

3
 Pteropyrum olivieri- Stipa

barbataPt.ol- St.ba30-405-151100-1300400-200نیمه‌خشک

4
 Scariola orientalis   Stipa

-barbataSt.ba-Sc.or25-3010-151400-1500400-200نیمه‌خشک

Pearson et al, 2004(؛ و نقشه طبقه‌بندی شده حضور و عدم‌حضور 
برای هر یک از رویشــگاه‌های مورد مطالعه تهیه شــد. در مرحله بعد 
میزان تطابق نقشــه‌های واقعی با نقشه به‌دست آمده از یک از مدل‌ها 
 release Two 32 Idrisi از طریق محاسبه ضریب کاپا در نرم‌افزار
بررسی شد. شــاخص کاپا از بهترین و مشهورترین شاخص‌های مورد 
 Monserud & ,.1960 ,Cohen( اســتفاده بر‌ای این منظور است

 .)1992 ,Leemans

نتایج
همان‌طور که اشاره شد پس از نمونه‌برداری از خاک، خصوصیات خاک 
مورد نظر در آزمایشــگاه اندازه‌گیری شــد. آمار توصیفی خصوصیات 
خاک اندازه‌گیری شده به تفکیک رویشگاه‌های مورد بررسی در جدول 

)2( آمده است.
انتخاب مدل‌های بهینه برای هر رویشگاه

دقيق‌ترين مدل‌ها در همه رويشگاه‌ها با استفاده از تابع انتقال تانژانت 

ســيگموئيد و قانون آموزش لونبرگ مارکوارت حاصل شــد. ساختار 
بهترین مدل شــبکه عصبی و نتایج آمــاری اجرای آن در جدول )3( 
ارائه شــده اســت. لازم به ذکر اســت که متغیرهای ورودی به شبکه 
برای هر کدام از رویشگاه‌ها، بر اساس متغیرهای وارد‌شده به مدل‌های 
رگرسیون لوجستیک انتخاب شد. بر این اساس، متغیرهای ورودی برای 
هر کدام از مدل‌های شــبکه عصبی مصنوعی با توجه به نوع رویشگاه 
متفاوت بود. در رویشــگاه Amygdalus scoparia، عامل سازند 
 Artemisia زمین‌شناسی و ســنگریزه عمق اول خاک؛ در رویشگاه
از  ارتفــاع  عوامــل   ،aucheri–Astragalus glaucacanthus
 Pteropyrum سطح دریا و ســنگریزه عمق اول خاک؛ در رویشگاه
olivieri-Stipa barbata، عوامــل ســنگریزه و آهک عمق دوم و 
 Scariola orientalis- Stipa شــن عمق اول و برای رویشــگاه
barbata، عوامل درصد شــیب، اســیدیته عمق دوم و مقدار سیلت 

عمق اول خاک به عنوان متغیرهای ورودی انتخاب شدند.

جدول2- آمار توصیفی خصوصیات خاک رویشگاه‌های منطقه مورد مطالعه

Am.sc  - As.as Ar.au     - St.ba Pt.ol .or St ba-scرویشگاه 

میانگین± خصوصیت
میانگین± حداکثرحداقلانحراف از معیار

میانگین± حداکثرحداقلانحراف از معیار
میانگین± حداکثرحداقلانحراف از معیار

حداکثرحداقلانحراف از معیار

2/7813/5023/75±1/659/1214/3317/13±1/382/56/6711/70±2/56/2514/584/88±9/89آهک

0/120/580/92±0/200/080/860/72±0/110/550/950/30±0/140/120/550/78±0/3ماده آلی

3/2124/3834/73±3/0222/5831/6028/50±3/7122/4535/8026/94±4/3420/2935/3626/76±25/46رطوبت اشباع

0/010/010/03±0/0060/030/050/02±0/0170/010/060/032±0/0080/030/060/033±0/42گچ

0/097/818/10±0/0927/928/307/94±0/0927/637/907/76±0/17/808/207/76±8/01اسیدیته

0/020/120/20±0/0300/130/230/16±0/0290/130/220/15±0/0120/110/160/17±0/13هدایت الکتریکی

1/8811/2316/98±2/226/8414/1113/80±1/3810/2718/5410/72±2/5410/2718/814/88±15/27آب قابل دسترس

7/4330/9154/59±7/5026/7251/5639/37±2/4739/7354/3837/15±7/8541/5671/9416/26±55/02سنگریزه

4/1612/5626/56±3/513/2817/2816/89±7/5716/5640/5611/56±7/9315/2843/2826/56±24/02سیلت

513/4433/44±2/273/4011/2320/60±4/4113/4427/446/83±2/707/4017/4019/77±11/01رس

5/195068±13/7859/3293/3262/50±8/17446681/98±12/6345/3283/3253/66±64/32شن
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جدول3-ساختار بهترین مدل شبکه عصبی و نتایج آماری اجرای آن

نتایج  آماری
قانون آموزش تابع انتقال تعداد لایه پنهان

معماری
خروجی/ میانی/ ورودی نام رویشگاه

تمام فاکتورهای ورودی تمام فاکتورهای ورودی

0/94 0/00027 LM تانژانت سیگمویید 1 2:4:2 Am.sc

0/86 0/00054 LM تانژانت سیگمویید 1 2:8:2 Ar.au-As.gl

0/98 0/00017 LM تانژانت سیگمویید 1 3:12:2 Pt.ol- St.ba

0/81 0/0078 LM تانژانت سیگمویید 1 3:2:2 St.ba-Sc.or

براي يافتن بهترين تعداد لايه پنهان، شبکه‌های عصبی مختلف با تابع 
انتقال و قانون آموزش انتخاب‌شــده در مرحله قبل، با تعداد یک تا ۴ 
لايه پنهان، ســاخته و اجرا شد و مشاهده شد که با افزایش تعداد لایه 
پنهان مقدار خطا کاهش نمی-یابد و کمترین مقدار خطا با همان یک 
لایه پنهان حاصل می‌شــود، بنابراین برای هر چهار رویشــگاه، شبکه 
عصبی با یک لایه پنهان به عنوان بهترین ســاختار در نظر گرفته شد. 
تعداد نرون لایه پنهان نیز به روش آزمون و خطا تعیین شــد. بدین- 
منظور شــبکه‌های مختلف با تعداد نرون‌هــای متفاوت در لایه پنهان 
)1تا 12 نرون( اجرا شــد و معیارهای مربوط به خطای آنها محاســبه 
شــد. نتایج نشان داد كه تعداد بهینه نرون لایه پنهان در هر رویشگاه 

از رویشگاه دیگر متفاوت است.
تهیه نقشه پیش‌بینی رویشــگاه‌های مورد مطالعه و ارزیابی 

دقّت نقشه‌ها

بعد از انتخاب شــبکه بهینه مربوط به هر یک از رویشــگا‌ه‌ها، از این 
شــبکه برای پیش‌بینی احتمال حضور هر یک از گونه‌ها در نقاطی از 
رویشــگاه‌ها که در آن نقاط نمونه‌برداری صورت نگرفته بود، استفاده 
شد و نقشه پیوسته مکانی احتمال حضور یا عدم‌حضور گونه‌ها در هر 
یک از رویشگاه‌ها، در محیط GIS و اندازه پیکسل 30*30 متری تهیه 
شــد. بر اساس این نتایج، میزان تطابق نقشه‌های حاصل که بر اساس 
لایه‌های مربوط به متغیرهای محیطی در هر رویشگاه ساخته شده‌اند، 
در رویشــگاه‌های مختلف با یکدیگر متفاوت است )شکل 2(. بر اساس 
Pteropyrum olivieri- نتایج، نقشه‌های پیش‌بینی برای رویشگاه‌

 Amygdalus دارای تطابــق عالــی و رویشــگاه‌های Stipa barbata
scoparia، Artemisia aucheri–Astragalus glaucacanthus و 
Scariola orientalis- Stipa barbata دارای تطابــق خیلی‌خوب با 

نقشه‌های واقعیت زمینی هستند )جدول 4(.

ردیف رویشگاه آستانه بهینه حضور ضریب کاپا توافق بین نقشه واقعی و پیش-بینی
1 Amygdalus scoparia 0/7 0/85 خیلی‌خوب
2 Artemisia aucheri – Astragalus glaucacanthus 0/5 0/78 خیلی‌خوب
3 Pteropyrum olivieri- Stipa barbata 0/2 0/90 عالی
4 Scariola orientalis- Stipa barbata 0/3 0/72 خیلی‌خوب

بحث و نتیجه‌گیری 
در این پژوهش کارایی شــبکه پرســپترون چند‌لایــه در پیش‌بینی 
پراکنــش مکانی رویشــگاه گونه‌های مــورد مطالعه با اســتفاده از 
خصوصیــات محیطی مــورد ارزیابی قــرار گرفت. بر اســاس نتایج، 
دقيق‌ترين مدل‌ها در همه رويشــگاه‌هاي با اســتفاده از تابع انتقال 
تانژانت سيگموئيد و قانون آموزش لونبرگ مارکوارت حاصل شد. این 
نتایج گویای آن اســت که پیش‌پردازش متغیرهای ورودی با استفاده 
از رگرسیون لوجستیک اثر مثبتی در عملکرد پیش‌بینی شبکه عصبی 
داشته اســت به‌گونه‌ای که میزان تطابق نقشه‌های پیش‌بینی حاصل 
 Pteropyrum از مدل‌های شبکه عصبی با نقشه واقعی در رویشگاه
olivieri-Stipa barbata دارای تطابــق عالــی )کاپــای 0/91 

 Amygdalus scoparia، درصد( و نقشه پیش‌بینی رویشگاه‌های
و   Artemisia aucheri–Astragalus glaucacanthus
Scariola orientalis- Stipa barbata دارای تطابــق خیلی-

خــوب )به‌ترتیب ضریب کاپای 0/85، 0/78 و 0/72(؛ با نقشــه‌های 
واقعیت زمینی هستند. 

همان‌طور که اشــاره شــد متغیرهای ورودی به شبکه برای هر یک 
از رویشــگاه‌ها، بر اســاس متغیرهای وارد‌شــده به مدل رگرسیون 
لوجســتیک انتخاب شد. بر اســاس نتایج حاصل از این تحقیق برای  
رویشــگاه Amygdalus scoparia دقیق‌تریــن مدل پیش‌بینی 
دارای دو نرون در لایه ورودی )سازند زمین‌شناسی و سنگریزه عمق 
اول خاک( و 4 نرون در لایه میانی بود. نقشه پیش‌بینی به‌دست آمده 

نقشه پیش‌بینی پراکنش مکانی رویشگاه   ...
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شکل 2- نقشه پیش‌بینی و واقعی رویشگاه‌های منطقه مورد مطالعه حاصل از روش شبکه عصبی مصنوعی ) نقشه پیش‌بینی با رنگ تیره نشان داده شده است(

از این مدل پیش‌بینی، دارای تطابق بالایی با نقشــه واقعی پراکنش 
این گونه بــود )ضریب کاپای 0/85(. این تطابق بالا نشــان می‌دهد 
که انتخــاب متغیرهای ورودی به مدل پیش‌بینی، به‌درســتي انجام 
شــده است و متغیرهای انتخاب‌شده از متغیرهای مهم و تأثیرگذار بر 
پراکنش این رویشگاه در منطقه مورد مطالعه بوده‌اند. نقش نوع سازند 
 Salarian زمین‌شناسی در پراکنش و استقرار این گونه در مطالعات
و همــکاران )2008(، Tavakoli Nekou و همــکاران )2011( و 
همچنیــن Alberghina )1987( مورد تأکید قرار گرفته اســت. 
همچنیــن Alvani Nejad )1999( و Goudarzi )2008( نیــز 
گزارش کرده‌اند که این گونه در مناطقی با خاک ســطحی، کم‌عمق 

و داراي ســنگریزه فراوان اســتقرار می‌یابد. لازم به‌ذکر است که در 
رویشگاه این گونه نیز این شرایط کاملًا صادق است.

 Artemisia aucheri – دقیق‌ترین مدل پیش‌بینی برای رویشگاه
Astragalus glaucacanthus از مدلی حاصل شد که دارای دو 
نــرون در لایه ورودی و 8 نرون در لایه میانی بود. نقشــه پیش‌بینی 
حاصل از این مدل برای این گونه دارای تطابق خیلی‌خوب با نقشــه 
واقعی این رویشگاه است )ضریب کاپای0/78(. این نتیجه گویای آن 
اســت که متغیرهای ورودی به مدل )ارتفاع از سطح دریا و سنگریزه 
عمق اول خــاک( از جمله متغیرهای مهــم و تأثیرگذار در پراکنش 
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این رویشگاه بوده اســت و مدل حاصل از شبکه نیز توانسته است با 
بهره‌گیــری از ‌مقادیر مربوط به این متغیرهای ورودی، شبیه‌ســازی 
را بــا کمترین خطای ممکن انجام دهد و در نتیجه نقشــه‌ای با دقّت 
قابل‌قبول در مورد این رویشــگاه تهیه شد. تأثیر ارتفاع و سنگریزه در 
افزایش تناسب رویشــگاه برای این گونه در مطالعات متعددی مورد 
 ,Zare Chahouki(                   تأکیــد قــرار گرفتــه اســت
Hosseini et al ,.2006, 2013(. بــا توجــه بــه موقعیت مکانی 
رویشــگاه این گونه، متغیرهای ورودی نقش مهمی در تعیین تناسب 
یا عدم‌تناسب رویشگاه برای رویشگاه مورد بررسی دارند. در رویشگاه‌ 
Pteropyrum olivieri- Stipa barbata دقیق‌تریــن مــدل 
پیش‌بینی از شبکه‌ای به دست آمد که دارای سه نرون در لایه ورودی 
)ســنگریزه و آهک عمق دوم و شــن عمق اول( و 12 نرون در لایه 
میانی بود. بر اساس نتایج، نقشه پیش‌بینی مبتنی بر این مدل دارای 
تطابق عالی با نقشه واقعی رویشگاه این گونه بود )ضریب کاپای 0/9(. 
این نتایج بدان معنا است که متغیرهای ورودی به مدل توانسته‌است 
پراکنش این رویشــگاه را به‌طور مناسبی پیش‌بینی کند. تأثیر عوامل 
ســنگریزه، آهک و شن در پراکنش رویشــگاه این گونه در مطالعات 

Moslemi )1997( نیز مورد تأکید قرار گرفته است.
 Scariola orientalis- دقیق‌ترین مدل پیش‌بینی برای رویشگاه
Stipa barbata مدلــی بود که دارای ســه نــرون در لایه ورودی 
)شیب، اســیدیته عمق دوم و ســیلت عمق اول( و دو نرون در لایه 
میانــی بود. از آنجــا که میزان تطابق نقشــه پیش‌بینی حاصل برای 
این رویشــگاه با نقشــه واقعی در حد خیلی‌خوب برآورد شد )ضریب 
کاپای 0/72(، بنابراین می‌تــوان نتیجه گرفت که متغیرهای ورودی 
به مــدل پیش‌بینی به درســتی انتخاب شــده‌اند و در نتیجه مدل 
پیش‌بینی حاصل، توانســته است پراکنش رویشــگاه این گونه را به 
دقّت شبیه‌سازی کند. تأثیر عامل شیب در پراکنش و تفکیک جوامع 
گیاهــی در مطالعات Munishi و همکاران )2011( گزارش شــده 
اســت. همچنین خصوصیات شیمیایی خاک مانند اسیدیته نیز می-

توانــد ترکیب گونــه‌ای را در مناطق مختلف تحــت تأثیر قرار دهد. 
تأثیر بافت و اســیدیته خاک در رخداد گونــه Stipa barbata در 
مطالعه Abdollahi و همکاران )2013( و همچنین Farahani و 
همــکاران )2008( در مطالعه آت اکولوژی این گونه مورد تأکید قرار 

گرفته است که با نتایج تحقیق حاضر همخوانی دارد.
شــبکه‌های عصبی مصنوعی در مورد فرایندهایی که تعریف دقیق و 
کاملی از فیزیک آنها وجود ندارد، بسیار مؤثر هستند. یکی از ویژگیهای 
بارز این شبکه‌ها حساسیّت کم آنها نسبت به وجود خطا در ورودی‌ها 
 Dawson &( است که علت این امر پردازش توزیعی اطلاعات است
Tokar & Markus ,.1998 ,Wilby, 2000(. مطالعــات زیادی 
عملکرد روش شــبکه عصبی مصنوعی و دیگر روش‌های مدل‌سازی 
رایج در پراکنش گونه‌ها را مورد بررســی قــرار داده و به این نتیجه 
رســیده‌اند که روش شبکه‌های عصبی مصنوعی به دلیل قابلیت زیاد 
در شناسایی روابط غیر‌خطی دارای عملکرد بهتری در مقایسه با دیگر 
روش‌هاســت و این روش‌ به‌طور خاص از نظــر عملکرد بر روش‌های 

 ,Moisen & Frenscino(                         رگرسیونی برتری دارد
 .)2011 ,Bedia et al ;2007 ,Melesse & Hanley ;2002
ایــن نتایج با یافته این تحقیق در مورد شــبکه-های عصبی مطابقت 
دارد. علیرغــم وجود قابلیت‌های بالای این روش، باید این نکته را هم 
مد‌نظــر قرار داد که به هر حال ایــن روش‌ نیز روش داراي ‌خطاها و 
عدم قطعيّت‌هایی اســت که حتماً باید مــورد توجه کاربران آن قرار 
گیــرد )Piccinini، 2011(. علاوه بر این موارد، مبهم‌بودن عملکرد 
 Segurado( داخلی این شبکه‌ها نیز از نقاط ضعف این روش‌هاست

.)2004 ,& Araujo
یکی از مســائل مهم در مدلسازی پیش‌بینی با استفاده از شبکه‌های 
عصبی، تعیین ورودی‌های مناسب به شبکه است زیرا ورود متغیرهایی 
با همبســتگی بالا باعث ورود اطلاعات تکراری خواهد شــد که این 
 Broadhurst et( امر از یافتن مدل‌های بهینــه جلوگیری می‌کند
al, 1998(. بنابرایــن توصیه می‌گردد تــا حد امکان تعداد ورودی‌ها 
کم باشــد حتی اگر باعث از دســت رفتن برخی از اطلاعات موجود 
شــود )Haykin, 1999(. از ســوی دیگر حذف این داده‌ها، هزینه 
جمــع‌آوری داده‌ها را کاهش و در اغلب مــوارد دقّت مدل را افزایش 
می‌دهــد )Faghih, 2010(. به‌همیــن منظور در ایــن مطالعه از 
متغیرهــای ورودی به مدلهای رگرســیون لوجســتیک بــه عنوان 
متغیرهای ورودی اســتفاده شــد و نتایج قابل قبولی نیز به دســت 
آمد. از مزایای این اقدام می‌توان به ساده‌ترشــدن معماری شــبکه و 
در نتیجه افزایش ســرعت آموزش آن اشــاره کرد که منجر به تولید 
نقشه‌های دقیق شده اســت. یکی دیگر از چالش‌های استفاده از این 
شــبکه‌ها، تعیین تعداد لایه پنهان شــبکه اســت که در این تحقیق 
پس از آزمون و خطاهای متعدد، یک شــبکه پرســپترون چندلایه با 
یک لایه پنهان برای پیش‌بینی حضور و عدم‌حضور گونه‌ها اســتفاده 
شــد. تحقیقات انجام گرفته در این زمینه نشان می‌دهد که یک لایه 
پنهــان برای این گونه مدل‌ها می‌تواند هــر تابع پیچیده و غیر‌خطی 
را بــرآورد کند. همچنین نتایج تجربــی و عملی این موضوع را تأیید 
می‌کند )Jalili- Ghazizade & Noori, 2008(. همان‌طور که 
اشاره شــد در این تحقیق برای آموزش شــبکه از الگوریتم لونبرگ 
مارکوارت استفاده شد. تحقيقات نشــان داده است كه این الگوریتم 
براي اكثر كاربردها نتايج دقيق و ســريعي نسبت به ساير قانون‌هاي 
 Tan ,.1994,Hagan & Menhaj( آموزش  شــبکه ارائه مي‌دهد
Van Cauwenberghe &, 1999(. در بوم‌شناســی نیز استفاده 
از شــبکه‌های عصبی مصنوعی پیش‌خور با الگوریتم پس‌انتشار رایج 

.)2010،Heaton( است
نتایج این تحقیق نشان داد هر چند تفسیر مستقیم و احتمالاتی برای 
وزن‌های شــبکه امکان‌پذیر نیست اما اســتفاده از شبکه‌های عصبی 
می‌تواند رهیافت مناســبی برای برآورد پراکنــش گونه‌های گیاهی 
باشــد و در صورتی که آموزش این شــبکه‌ها به‌درستی انجام شود و 
بهترین ســاختار برای پیش‌بینی به دست آید شبکه قادر خواهد بود 
تا پیش‌بینی مناســبی را از داده-های جدید ارائــه دهد که این امر 
می‌تواند در مسائل مرتبط با اصلاح و احیای مراتع و معرفی گونه‌های 
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سازگار با مناطق مشابه کارگشا و حائز اهمیت باشد و با فراهم‌آوردن 
نتایج دقیق، امکان موفقیت طرح‌هــای اصلاحی را در مراتع افزایش 
دهد. لازم اســت علاوه بر بررسی تأثیر پیش‌پردازش‌های دیگر مانند 
تجزیه مؤلفه‌های اصلی و الگوریتم ژنتیک روی عملکرد شــبکه‌های 
عصبی، عملکرد ســایر روش‌های هوش مصنوعی مانند شــبکه‌های 

مصنوعی- فازی نیز با این روش مورد مقایسه قرار گیرد.
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